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GLOSARIO

Machine Learing: es una disciplina del campo de la Inteligencia Artificial que, a
través de algoritmos, dota a los ordenadores de la capacidad de identificar
patrones en datos masivos y elaborar predicciones (analisis predictivo).

Business Intelligence: (Bl por sus siglas en inglés) hace referencia al uso de
estrategias y herramientas que sirven para transformar informacién en
conocimiento, con el objetivo de mejorar el proceso de toma de decisiones en una
empresa.

Aprendizaje automatico: El aprendizaje automatico (ML) es una subcategoria
de inteligencia artificial que se refiere al proceso por el cual los PC desarrollan el
reconocimiento de patrones o la capacidad de aprender continuamente y realizar
predicciones basadas en datos, tras lo cual realizan ajustes sin haber sido
programados especificamente para ello.

Desercion estudiantil: Puede entenderse como el abandono del sistema escolar
por parte de los estudiantes, provocado por la combinacion de factores que se
generan tanto al interior del sistema como en contextos de tipo social, familiar,
individual y del entorno.

Analitica de datos: permite a las organizaciones analizar todos sus datos (en
tiempo real, historicos, no estructurados, estructurados, cualitativos) para
identificar patrones y generar conocimientos para informar y, en algunos casos,
automatizar decisiones, conectando la inteligencia y la accion.

Prediccion: que anticipa aquello que, supuestamente, va a suceder. Se
puede predecir algo a partir de conocimientos cientificos, relevaciones de algun
tipo, hipotesis o indicios.

Educacién superior: estd conformada por los programas educativos “posteriores
a la ensefianza secundaria, impartidos por universidades u otros establecimientos
gue estén habilitados como instituciones de ensefianza superior por las

autoridades competentes del pais y/o sistemas reconocidos de homologacion.



Arbol de decision: es un mapa de los posibles resultados de una serie de
decisiones relacionadas. Permite que un individuo o una organizacibn comparen
posibles acciones entre si segun sus costos, probabilidades y beneficios.

Base de datos: se encarga no solo de almacenar datos, sino también de
conectarlos entre si en una unidad légica.

Regresion logistica: es una técnica de analisis de datos que utliza las
matematicas para encontrar las relaciones entre dos factores de datos. Luego,
utiliza esta relacion para predecir el valor de uno de esos factores basandose en el

otro.
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RESUMEN

El objetivo principal de este proyecto de grado obedece al cumplimiento de una
investigacion la cual consistid6 en la creacion de un modelo analitico para la
prediccion de la desercién estudiantil a nivel de pregrado en la Universidad
Auténoma del Caribe, A partir de la implementacion de este modelo, la
Universidad Autonoma del Caribe esta en la capacidad de implementar estrategias
que permitan disminuir la tasa de desercion de estudiantes de pregrado, esta
investigacion se abordé6 a partir del andlisis de diferentes factores
socioeconémicos y académicos, ademas requirié de la ejecucién de una serie de
fases: caracterizacion, experimentacién, desarrollo y evaluacion. Durante las
diferentes fases se construyeron conjunto de datos (dataset), se utilizaron técnicas
de aprendizajes (machine learning), asi como la utilizacion de herramientas como
Power BI, cuyos resultados permiten segmentar la poblaciéon estudiantil en riesgo
de desercion a través de tres niveles: riesgo bajo, riesgo medio y riesgo alto, lo
cual permitird focalizar estrategias de permanencia académica sobre estudiantes

que se encuentren categorizados principalmente en riesgo alto de desercion.

Palabras clave: Machine Learning, Inteligencia de negocio.
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ABSTRACT

The present degree work is due to the fulfillment of an investigation which consists
of the creation of an analytical model for the prediction of the dropout of
undergraduate students at the Autonomous University of the Caribbean, From the
implementation of this model, Universidad Autonoma del Caribe is capable of
implementing strategies to reduce the dropout rate of undergraduate students. This
research was approached from the analysis of different socioeconomic and
academic factors, and also required the execution of a series of phases:
characterization, experimentation, development and evaluation. During the
different phases, datasets were built, learning technigques (machine learning) were
used, as well as the use of tools such as (power model, Power Bl), whose results
were analyzed for a subsequent conclusion and recommendations to be used.

aimed at a solution and improvement.

Keywords: Machine Learning, Business Intelligence.
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INTRODUCCION

La siguiente investigacion relune los conceptos sobre la desercién estudiantil el
cual, es un fendmeno que afecta a muchos actores de la sociedad, en especial a
la poblacion juvenil sobre la cual se crean grandes desilusiones, al ingresar al
sistema de educacién superior y por diversos motivos no logran el tan anhelado

objetivo.

Esto deja en evidencia las fallas que existen en el sistema de educacion superior
actual, ya que son muy pocas las estrategias que ayuden a mitigar los altos
indices de desercién en pro de mantener el mayor nimero de estudiantes posibles

gue ingresan a la educacion superior, esto sin detrimento del proceso formativo.

Lo anterior mencionado da como resultado un modelo analitico para la prediccion
de la desercion estudiantil en la Universidad Autonoma del Caribe, aportando
estrategias implementables, que permitan disminuir la tasa de desercion
estudiantil a nivel de pregrado, lo que representaria un aumento en los recaudos

por concepto de matriculas.

Este proyecto fue realizado con fines académicos, para contribuir con aportes
tecnoldgicos, asimismo de conocimientos tanto para los investigadores, como para
la Universidad Autonoma del Caribe. Para el desarrollo de este se utiliz6 un
método de investigacion analitico predictivo, usando técnicas de Machine Learning
y herramientas como power Bl, para la recopilaciéon de datos, procesamiento de
datos, desarrollo de modelo predictivo y la posterior visualizacion de la

informacion.

La finalidad del proyecto estipula el cumplimiento de los objetivos especificos los
cuales se estipulo la identificacibn y documentaciébn de las variables
socioeconémicas y académicas de los estudiantes, y las técnicas Machine

Learning como apoyo a la construccion del conjunto de datos, asi como la

13



implementacion de un modelo predictivo para predecir la probabilidad estudiantil a
nivel de pregrado en la UAC, de desertar en su programa académico, por ultimo
evaluar el modelo predictivo propuesto a partir de la implementacion, validados

mediante el anéalisis de la metica de calidad.

Asimismo, el proyecto esta distribuido en seis capitulos, en el primer capitulo se
realizo el planteamiento del problema, el cual consta de antecedentes, formulacion
del problema y la justificacién del alcance, lo que arroja como consecuencia la
formulacion de la pregunta problema ¢Qué herramienta tecnoldgica, basada en
técnicas de Machine Learning, permitiria mejorar los niveles de desercion

estudiantil a nivel de pregrado en la Universidad Auténoma del Caribe?

En el segundo capitulo, se presenta el objetivo general de la investigacion
“Desarrollar un modelo analitico que permita predecir la desercion estudiantil a
nivel de pregrado en la Universidad Autonoma del Caribe” y los objetivos
especificos para alcanzar este.

En el tercer capitulo se muestra el marco de referencia donde se evidencia el
estado del arte, el cual se podra observar los proyectos realizados anteriormente,
los cuales fueron base del proyecto desarrollado, también cuenta con el marco

tedrico con los fundamentos necesarios para la investigacion.

En el cuarto capitulo se muestra el procedimiento metodoldgico el cual se basé el
grupo investigador para acabo el proyecto y posterior cumplimiento de los
objetivos, asimismo se observa el cronograma y plan de trabajo. En el quinto
capitulo se expone el presupuesto general, personal cientifico y de apoyo. Por
altimo, en el sexto se evidencia el modelo analitico, la recoleccion de datos,

analisis de resultado y manual de usuario.
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1. PLANTEAMIENTO DEL PROBLEMA

Basados en los lineamientos definidos por el MEN y a partir del andlisis de la
informacion extraida del SPADIES, la Universidad Autbnoma del Caribe, ha
disefiado e implementado diferentes estrategias, asimismo ha creado varios
programas, estos direccionados a promover la permanencia estudiantil, tales
como: Modelo de Gestion de Permanencia y Graduacion, Modelo de Seguimiento
Académico Integral por Fases.

Todas estas estrategias definidas en la Politica Institucional de Permanencia
Académica con Calidad y Excelencia PACE. Los anteriores programas y
estrategias mencionadas han incidido positivamente en la disminucién de indices
de desercion estudiantil a nivel de pregrado en la UAC, gracias a la identificacion
de factores de riesgo.

De acuerdo con el conversatorio “Perspectivas de Permanencia Académica”
realizado por los docentes de la UAC, han surgido nuevos factores de riesgo, que
afectan directamente el comportamiento del fenémeno de desercion estudiantil v,
si bien las estrategias implementadas han logrado disminuir estos indices, estas
no han sido totalmente eficaces, para disminuir de manera significativa los
porcentajes de desercion y, ademas, que se encuentren alineados con los
requerimientos del MEN.

A partir de los anterior, nace la necesidad de desarrollar un modelo analitico para
la prediccion de la desercion estudiantil a nivel de pregrado en la Universidad
Autonoma del Caribe, con el cual se buscé una solucion que permitira a la UAC
aplicar de manera mas efectiva las estrategias para disminuir las tasas de
desercion estudiantil, Lo anterior, permite centralizar las variables y los factores
objeto de andlisis que favorecen la toma de decisiones en pro de mitigar el
fendmeno de la desercién estudiantil a nivel de pregrado.

15



1.1. ANTECEDENTES

El fendmeno de la desercidn estudiantil conlleva consigo una dificultad al momento
de implementar los procesos que se enfocan en ampliar la cobertura del sistema
educativo de educacion superior, lo que da como resultado postergar los procesos
de formacion de profesionales de calidad en el pais [1]De acuerdo con [2], los
factores de riesgo que mas influyen en la desercion estudiantil se pueden agrupar

en: académicos, econdmicos, sociales, familiares y psicoeducativos.

De acuerdo con el Sistema para la Prevencién de la Desercién en las Instituciones
de Educacion Superior SPADIES, con fecha de corte a marzo de 2017, el
porcentaje de desercion estudiantil por cohorte fue de 45,09%. Se evidencia un
porcentaje elevado si se compara con otros paises como Espafia, en el cual este
porcentaje se ubica en 24,9%. Esta cifra es aln mas preocupante si se compara
con el promedio de desercién de la Union Europea, el cual se ubica en el 12,8%

para ese afio [3].

Aunque es evidente la brecha que existe entre estos paises en comparacién con
la situacion actual en Colombia, a nivel latinoamericano esta diferencia no es tan
pronunciada si se compara con paises como Venezuela o Argentina, los cuales
tienen un porcentaje de desercion del 52% y 43% respectivamente [3].

A pesar de que en muchos paises de Latinoamérica han implementado politicas
gue intervengan directamente en los diferentes frentes de este fenémeno, sobre
todo en los factores econdémicos, los indices de desercion estudiantil se mantienen

en unos niveles muy altos.

Ademas, las instituciones de educacion superior cuentan con limitados recursos y
opciones para implementar estrategias de autogestion que se enfoque en cubrir
gastos correspondientes a los costos crediticios, lo cual permitiria aumentar la

capacidad de retencion estudiantil por parte de las instituciones.
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En pro de contrarrestar y prevenir los factores de riesgo que influyen directamente
en la desercion estudiantil, el Ministerio de Educacion Nacional implementé un
sistema denominado SPADIES (Sistema para la Prevencion de la Desercién de la
Educacion Superior). Este sistema es la herramienta para hacer seguimiento
sobre las cifras de desercion de estudiantes de la educacion superior. Con los
datos suministrados por las instituciones de educacioén superior a SPADIES, se
identifican y se ponderan los comportamientos, las causas, variables y riesgos
determinantes para desertar. Ademés, con esta informacion se agrupan los

estudiantes de acuerdo con su riesgo de desercion.

El SPADIES centraliza informacion proveniente de diferentes fuentes del sector
que han resultado tener incidencia en la probabilidad de que un estudiante
permanezca o no dentro del trayecto académico. Estas variables hacen referencia
a algunas condiciones que acompafian al individuo como son su edad, género, el
contexto socioeconémico que lo acompafa, la composicion de su nucleo familiar,
las condiciones académicas al ingresar a la educacion superior y el rendimiento

gue obtiene durante sus estudios, entre otras [4].

1.2. FORMULACION DEL PROBLEMA

La problematica planteada anteriormente genero la siguiente pregunta:
¢Qué herramienta tecnoldgica, basada en técnicas de Machine Learning,

permitiria mejorar los niveles de desercion estudiantil a nivel de pregrado en la

Universidad Autébnoma del Caribe?

17



1.3. JUSTIFICACION Y ALCANCE

La Universidad Auténoma del Caribe, como Institucion de Educacion Superior IES,
con domicilio en la ciudad de Barranquilla, Colombia, ofrece diversos programas
académicos en pro de la formacion de profesionales con excelencia en busca de
promover el desarrollo socioecondémico a nivel local, regional y nacional, o que
representa una exigencia constante en la revision y renovacion de todos los
conceptos inherentes al ambito competitivo y de calidad, alineado con la

globalizacion.

Desde una perspectiva de relevancia, es importante analizar los indices de
desercién estudiantil a nivel nacional. De acuerdo con el Ministerio de Educacion
Nacional, la tasa de desercidon universitaria en el afio 2010 se ubic6 en un
promedio del 9,89%. En el afio 2015 esta tasa de desercion se mantuvo

relativamente estable en comparacion al afio 2010, alcanzando un 9,05%.

Para el afio 2018, este indice de desercion disminuyd levemente hasta ubicarse
en 8,79%. Para una poblacion de 2,2 millones de estudiantes que se matriculan
anualmente en una Institucién de Educacién Superior en Colombia, esta cifra de
desercién representa un alto costo econdémico y social, por lo que identificar los
factores de riesgo y caracterizar a los estudiantes que se encuentran en riesgo de
abandonar los estudios, ayudaria a tomar acciones preventivas y oportunas que

permitan disminuir los indices de desercion.

Para lograr el cumplimiento de los objetivos, se acudio al desarrollo de un modelo
analitico para la prediccion de la desercidn estudiantil a nivel de pregrado en la
Universidad Auténoma del Caribe al cual se implement6 las técnicas Machine
Learning para la construccion del conjunto de datos, acompafiado de herramientas
como Power Bl permitieron visualizar los resultados obtenidos por el modelo

predictivo.
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Figura 1: Factores asociados a la desercion estudiantil.

Fuente: Investigadores Luis Polo Ahumada — Darling Medina Reyes

La desercidn estudiantii es una problematica social que impacta en la
productividad y desarrollo de la sociedad, especialmente cuando los indices de
desercién son altos y las estrategias de permanencia académica no son efectivos.
De acuerdo con el programa de Permanencia Académica con Calidad y
Excelencia PACE, la desercién estudiantil a nivel de pregrado en la UAC se
encuentra aproximadamente en el 9% anual, lo cual se acerca al promedio

nacional que es del 8,09% para el afio 2020.

A nivel social, la poblacion estudiantil que deserta a causa de un factor econémico,
académico, social u otro, no permite formar profesionales con excelencia
académica que a futuro sean lideres regionales y nacionales en cada una de las

areas del conocimiento.

A nivel econdémico, la desercion estudiantil impacta en el recaudo por concepto de
matricula estudiantil de la UAC. Es por esto, que la preparacion y divulgaciéon de
estrategias de permanencia académica apoyados en modelos probabilisticos,
basados en comportamientos histéricos de desercién, es muy importante en aras
de que la UAC siga formando excelentes profesionales y mantener los niveles de

acreditacion y reconocimiento, que reconocen al alma mater como uno de los

mejores centros educativos a nivel regional y nacional.
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2. OBJETIVOS

2.1. OBJETIVO GENERAL

Desarrollar un modelo analitico que permita predecir la desercién estudiantil a
nivel de pregrado en la UAC, a partir del andlisis de informacion socioeconémica y

académica de los estudiantes.

2.2. OBJETIVOS ESPECIFICOS

¢ Identificar los determinantes de desercion en la Universidad Auténoma del
Caribe, mediante la implementacién de modelos de aprendizaje automatico
para la construccion del conjunto de datos a analizar.

e Implementar un modelo predictivo para predecir la probabilidad que tiene un
estudiante de pregrado de la UAC de desertar de su programa académico.

e Desarrollar un dashboard en la herramienta de analisis de datos Power Bl
para la visualizacion de los resultados obtenidos en el modelo predictivo de

acuerdo con estrategias establecidas en conjunto con la UAC.
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3.1.

3. MARCO DE REFERENCIA

ESTADO DEL ARTE

Existe un amplio espectro de investigaciones relacionadas a la planteada en este

proyecto. Muchas de estas investigaciones, han sido aplicadas en diferentes

Instituciones de Educacion Superior dentro de sus estrategias para disminuir los

indices de desercion estudiantil. A continuacion, se relacionan por agrupacion las

categorias identificadas en los casos de estudio.

What Satisfies Students? Mining Student-Opinion Data with
Regression and Decision Tree Analysis: realizan el estudio en las
caracteristicas y experiencias que afectan la satisfaccion de los estudiantes.
utilizando regresion multiple y analisis de arbol de decision con el algoritmo
del detector automatico de interaccién chi-cuadrado (CHAID). Los datos
para este analisis provienen de una encuesta de opinion. Esta recopila
datos tales como, experiencias y planes de los estudiantes; su satisfaccion
con el ambiente, clima, servicios e instalaciones del campus; sus
percepciones del crecimiento; y las razones de su eleccion de universidad.
Del analisis realizado por los algoritmos, hay un 93% de estudiantes que
reportan un crecimiento intelectual muy grande. El autor indica que no sélo
los factores académicos, sino también las variables sociales y de servicio
son predictores de la satisfaccion de estos estudiantes con la calidad de la

educacion [5].

Predicting students marks in Hellenic Open University: se enfocaron en
la identificacion de estudiantes con bajo rendimiento académico en un
sistema de aprendizaje a distancia. Analizaron variables socioecondémicas
como la edad, sexo, estado civil, ocupacion, numero de hijos,
conocimientos de informatica, trabajo asociado a ordenadores y atributos

académicos. Aplicaron 6 técnicas de mineria, arrojando que el mejor
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algoritmo fue Naive Bayes (72,48%), seguido por el de Regresiéon Logistica
(72,32%), el de BP (72,26%) y el de SMO (72,17).

Utilizando el conjunto de datos anterior y aplicando técnicas de mineria de
datos y resultados obtenidos, crearon un software prototipo para clasificar
las dificultades de aprendizaje de los estudiantes, permitiendo la toma de
decisiones y determinando las dificultades de los estudiantes de la

Universidad Abierta Helénica [6].

Use Data Mining to Improve Student Retention in Higher Education: los
autores argumentan como la mineria de datos puede ayudar a detectar a
los estudiantes "en riesgo”, evaluar la idoneidad del curso o modulo y
adaptar las intervenciones para aumentar la retencion de estudiantes. Para
ello, utilizaron informacion social de los estudiantes e informacion
académica. Los objetivos se centraban en: Detectar patrones de
Comportamiento del Estudiante, Detectar patrones de Comportamiento del
Curso, Predecir de la Retencién del Estudiante, Predecir de la Idoneidad del
Curso, Crear una Estrategia de Intervencion Personalizada. Naive Bayes
obtuvo una prediccion de 85.9%, las maquinas de soporte vectorial

obtuvieron 78.7% y en ultimo lugar los arboles de decisiones con 71.2% [7].

Study of factors analysis affecting academic achievement of
undergraduate students in international program: analizan los factores
que afectan el logro académico que contribuye a la prediccion del
desempefio académico de los estudiantes. Util para identificar a los
estudiantes débiles que tienen probabilidades de tener un desempefio
deficiente en sus estudios. El investigador aplico el conjunto de datos para
diferenciar los clasificadores (arbol de decision, red neuronal). Se utilizé una
validacion cruzada con 10 pliegues para evaluar la precision de la
prediccién. Los resultados muestran que el clasificador del arbol de decisiéon
alcanza una alta precision del 85,188%, que es superior en un 1,313% a la
del clasificador de la red neuronal [8].
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A case study of knowledge discovery on academic achievement,
student desertion and student retention: presentaron un estudio sobre el
descubrimiento de conocimientos basado en el analisis de datos
académicos. Los objetivos fueron obtener conocimiento sobre el éxito y el
fracaso académico, la retencion y la desercion estudiantil. Se utilizaron
técnicas de mineria de datos de clustering automatico y reglas de decision.
La aplicacion del algoritmo C-mean a subconjuntos de datos
estadisticamente homogéneos proporcioné un grupo de conglomerados,
que se han descrito cualitativamente. Utilizando clUsteres seleccionados, un
estudio de reglas de decisibn basado en el algoritmo C4.5 generd un
conjunto de reglas de decision para los cuatro temas de investigacion del
estudio. Como la facultad, el programa académico, el género, la categoria
de estudiante, el area de origen, etc. También contiene los datos de los
estudiantes datos sobre el rendimiento académico, como la nota media

académica acumulada y la nota de la prueba nacional preuniversitaria [9].

Predicting who will drop out of nursing courses: A machine learning
exercise: utilizaron arboles de decisiones para predecir la desercion de
estudiantes de enfermeria de una Universidad Britanica. Empleando
informacion socioeconémica y académica como: edad, sexo, notas del
estudiante, promedio de los semestres, entre otros. Recopilando datos de
528 estudiantes en 5 afios. Utilizando 3978 registros unicos, divididos en un
conjunto de entrenamiento y un conjunto de pruebas. Obtuvieron una
sensibilidad del 84%, especificidad del 70% y una precision del 94%. Los
autores argumentan la necesidad de tener grandes cantidades de datos y
de alta calidad [10].

Predicting student attrition with data mining methods Journal of
College Student Retention: usando 8 afios de datos institucionales junto

con tres técnicas populares de mineria de datos, el autor desarrolld

23



modelos analiticos para predecir la desercion de los estudiantes de primer
afo. De los tres tipos de modelos (redes neuronales artificiales, arboles de
decision y regresion logistica), las redes neuronales artificiales se
desempefiaron mejor, con una precision de prediccion general del 81% en
la muestra de retencion. El analisis de importancia variable de los modelos
reveld que las variables educativas y financieras son las mas importantes

entre los predictores utilizados en este estudio [11].

Early dropout prediction using data mining: A case study with high
school students: los autores aplicaron técnicas de mineria de datos para
predecir el fracaso y la desercion escolares. Utilizaron datos reales de 670
estudiantes de la Universidad Autébnoma de Zacatecas (UAPUAZ) para el
afio académico 2009/10, y empleando métodos de clasificacion, tales como
reglas de induccién y arboles de decision. Los experimentos intentan
mejorar su precision para predecir qué estudiantes podrian fracasar o
abandonar los estudios, primero, utilizando todos los atributos disponibles
(77); luego, seleccionando los mejores atributos (15); y finalmente,
reequilibrando los datos y utilizando una clasificaciéon sensible a los costos.
La precision més alta la obtuvieron los arboles de decision con una tasa de
aciertos de 96.6% [12].

Extraction student dropout patterns with data mining techniques in
undergraduate programs: presentan los de un proyecto de investigacion
que busca identificar patrones de deserciébn escolar a partir de datos
socioeconémicos, académicos, disciplinarios e institucionales de
estudiantes de pregrado de la Universidad de Narifio de la ciudad de Pasto
(Colombia), utilizando técnicas de mineria de datos. Crearon un conjunto de
datos con los registros de los estudiantes que fueron admitidos en los
periodos comprendidos entre el primer semestre de 2004 y el segundo
semestre de 2006. Se analizaron tres cohortes completas con un periodo
de observacion de seis afios hasta 2011. Se descubrieron los perfiles
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socioeconémicos y académicos de los estudiantes que abandonaron la
escuela utilizando técnicas de clasificacion basadas en arboles de decision.

Logrando una precision superior a 80% [13].

Los estudios citados resaltan la importancia de abordar la problematica a partir de
la identificacion de variables académicas, socioecondmicas e institucionales que
permitan identificar los factores de riesgo més relevantes que llevan a estudiantes
a desertar de su programa académico. Las investigaciones se enfocan en una
poblacién especifica ya sea local o regional, lo cual brinda caracteristicas

diferentes entre cada estudio.

Las estudios citados proponen desarrollos de modelos predictivos a partir de la
mineria de datos, lo cual tiene como objetivo descubrir patrones en los datos que
antes de implementar el modelo eran desconocidos, sim embargo, el modelo de
Machine Learning desarrollado para el presente proyecto de grado reproduce
patrones de datos conocidos y realiza las predicciones con base en estos
patrones.

3.2. MARCO TEORICO

El presente proyecto de investigacion se basa en los factores conceptuales de
desercién en Instituciones de Educacién superior y las técnicas utilizadas para la
prediccibn en procesos de Machine Learning. Primero, se conceptualiza el
fendbmeno de desercion estudiantil, analizando sus causas (individual, institucional
y estatal). Ademas, se analiza el sistema SPADIES con componentes y cOmo este
ha contribuido a disminuir los indices de desercion estudiantii en Colombia.
Asimismo, es necesario analizar las metodologias que mas se utilizan en los
procesos de Machine Learning y aprendizaje automético, esto con el fin de

desarrollar los modelos predictivos a partir de las variables mas relevantes.
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3.2.1 Desercidén en Instituciones de Educacién Superior
Existen diversos componentes comunes que ayudan a delimitar un eje central
definitorio para establecer una definicion formal de la desercién estudiantil en
instituciones de educacion superior, ya que no existe un consenso sobre esta
definicion. ElI fendmeno de desercion puede ser visto desde diferentes
perspectivas que van desde la individual hasta una vision mas general donde se
adquieren responsabilidades por parte del estado y las instituciones. En aras de
ampliar la perspectiva que se tiene alrededor del fenomeno, se debe analizar las
acciones a nivel estatal que sen han llevado a cabo para mitigar el flagelo de la

desercion y los factores de riesgo que histéricamente han incidido en este.

Puede entenderse como el abandono del sistema escolar por parte de los
estudiantes, provocado por la combinacién de factores que se generan tanto al
interior del sistema como en contextos de tipo social, familiar, individual y del
entorno. La tasa de desercion intra-anual solo tiene en cuenta a los alumnos que
abandonan la escuela durante el afio escolar, ésta se complementa con la tasa de

desercién interanual que calcula aquellos que desertan al terminar el afio escolar.

Segun Universal [14], la desercion universitaria en Colombia coincide con la
situacién inestable del pais y el marcado desinterés de los jovenes por la
educacion superior formal. Las esperanzas y expectativas del alumnado no se ven
satisfechas con los programas lectivos actuales y los jovenes no confian en las
virtudes econdmicas de Colombia en este sentido. Dentro de las principales
causas de la desercion estadn: encarecimiento de los estudios, el efecto
demografico, la falta de innovacion, la importancia de la visibilidad en red.
Actualmente, en Colombia, 1 de cada 2 estudiantes se retira durante su carrera.
Dicho problema relacionado con el sistema de educacién superior se debe
dimensionar y caracterizar en términos estadisticos si se tiene en cuenta que
existen dos formas de medicion: la primera de ellas da lugar a la denominada

desercion por periodo o desercion anual que agrupa al conjunto de estudiantes
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que, sin haberse graduado, acumulan dos semestres sin reanudar la matricula en

el programa académico.

El Sistema para la Prevencion de la Desercion en las Instituciones de Educacion
Superior - SPADIES, reune y clasifica informacion que faculta realizar una
busqueda a las circunstancias socioecondémicas y académicas de los estudiantes
que se han incorporado a la educacion superior en el pais. De este modo, se
puede permite saber la evolucion y el estado del provecho y la caracterizacion
académica de los estudiantes, esto es beneficioso para constituir los factores
definitivos de la desercion, para evaluar el riesgo de desercion de los estudiantes y
plantear y desarrollar las actividades de refuerzo, dirigidas a promover su
continuidad y culminacion. EI SPADIES pertenece al Sistema Nacional de
Informacién de la Educacion Superior —SNIES y logra inferir como una parte
propia de este, concentrado a la busqueda especifica de un fendmeno de singular
atractivo en el sector educativo, como es la desercion estudiantil [4]. El
seguimiento que se realiza en el SPADIES permite conocer los siguientes
aspectos [4]

e Cantidad de desertores y estimaciones de desercién

e El rasgo de cada estudiante: cualidades socioecondmicas, académicas
individuales.

e Las razones o componentes claves de la desercion.

e Los datos para la valoracion de rendimiento y retroalimentacion de
actividades llevadas a cabo para reducir la desercion estudiantil.

e Valoracion del riesgo de desercidn de los estudiantes.

3.2.2 Aprendizaje automatico
El aprendizaje automatico (ML) es el proceso mediante el cual se usan modelos
matematicos de datos para ayudar a un equipo a aprender sin instrucciones
directas. Se considera un subconjunto de la inteligencia artificial (IA). El

aprendizaje automatico usa algoritmos para identificar patrones en los datos, y
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esos patrones luego se usan para crear un modelo de datos que puede hacer
predicciones. Con mas experiencia y datos, los resultados del aprendizaje
automatico son mas precisos, de forma muy similar a como los humanos mejoran

con mas practica.

La adaptabilidad del aprendizaje automatico lo convierte en una excelente opcion
en escenarios en los que los datos siempre cambian, la naturaleza de la solicitud o
la tarea siempre se transforma o la codificacion de una solucion seria realmente

imposible.

v" Relacién del aprendizaje automatico con la IA

El aprendizaje automético se considera un subconjunto de la IA. Un equipo
“‘inteligente” piensa como una persona y realiza tareas por si mismo. Una
manera de entrenar un equipo para imitar el razonamiento humano es usar una
red neuronal, que es una serie de algoritmos que se modelan a partir del

cerebro humano.

v" Relacion del aprendizaje automatico con el andlisis predictivo

Aunque el aprendizaje automético es un tipo de andlisis predictivo, un gran
matiz es que el aprendizaje automatico es mucho mas facil de implementar con
actualizaciones en tiempo real a medida que obtiene méas datos. El andlisis
predictivo suele funcionar con un conjunto de datos estatico y se debe

actualizar la pantalla para ver las actualizaciones.

3.2.3 Tipos de aprendizaje automaético
e Aprendizaje supervisado: aborda los conjuntos de datos con etiquetas o
estructura sirve como un profesor y “entrena” al equipo, lo que aumenta su

capacidad para realizar una prediccion o tomar una decision.

e Aprendizaje no supervisado: aborda los conjuntos de datos sin etiquetas ni
estructuras, buscar patrones y relaciones mediante la agrupacion de datos

en clUsteres.
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3.2.4 Como funciona al aprendizaje automatico

Paso 1: Recopilar y preparar los datos

Una vez que se identifican los origenes de datos, se compilan los datos
disponibles. El tipo de datos que tiene puede ayudar a determinar los algoritmos
de aprendizaje automatico que puede usar. Al revisar los datos, se identifican las
anomalias, se desarrolla la estructura y se resuelven los problemas de integridad

de los datos.
Paso 2: Entrenar el modelo

Los datos preparados se dividen en dos grupos: el conjunto de entrenamiento y el
conjunto de pruebas. El conjunto de entrenamiento estd formado por una gran
parte de los datos que se usan para ajustar los modelos de aprendizaje

automatico con la maxima precision.
Paso 3: Validar el modelo

Cuando esté listo para seleccionar el modelo de datos final, se usa el conjunto de

pruebas para evaluar el rendimiento y la precision.

Paso 4: Interpretar los resultados

Revise el resultado para buscar informacién, sacar conclusiones y predecir los
resultados.

4, PROCEDIMIENTO METODOLOGICO

4.1. METODOLOGIA

La metodologia que se utilizd en este proyecto de investigacion se basa en el

desarrollo de un modelo analitico predictivo usando técnicas de Machine Learning
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para la prediccion de la desercion de estudiantes de pregrado de la UAC. Las
principales etapas del método que sera aplicado en esta investigacion son

descritas detalladamente a continuacion:

Identificacién
fuentes de
informacion

MODELQ PARA LA PREDICCION DE DESERCION DE ESTUDIANTES DE PREGRADO EN LA UNIVERSIDAD AUTONOMA DEL CARIBE
BASADO EN TECNICAS DE MACHINE LEARNING

Recopilacion de datos para
determinar factores de riesgo de

e Almacenamiento de datos
desercion.

Procesamiento, ﬁg\lﬁz&lg\u‘jg Eﬁgfe?ougede
transformacion y Machine Machine
limpieza de datos Learning Leaming

Nueva data
para
aplicacion de
modelo
predictivo

Modelo Predictivo
Visualizacién de la prediccion y
segmentacion de poblacion en
riesgo a través de un dashboard Efiqueta de datos

Figura 2: Modelo para la prediccion de desercion de estudiantes de pregrado en la Universidad Auténoma del Caribe
Basado en técnicas de Machine Learning.

Fuente: Investigadores Luis Polo Ahumada — Darling Medina Reyes

e Recopilaciébn de datos: mediante esta etapa se obtiene la informacién
disponible sobre los estudiantes de pregrado de la Universidad Autébnoma
del Caribe. Para ello, el conjunto de factores que pueden afectar el
rendimiento académico de los estudiantes debe ser identificado y tomado
de las diferentes fuentes de datos disponibles. Toda la informacion que se
obtenga debe integrarse en un conjunto de datos. Las fuentes de
informacion identificadas para la recopilacion de los datos son las bases de
datos institucionales de la UAC, la cual posee las variables necesarias para

la implementacion del modelo predictivo.
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Reprocesamiento de datos: el conjunto de datos en esta etapa esti
preparado para aplicar las técnicas de Machine Learning. Aplicando
métodos de reprocesamiento, como limpieza de datos, transformacion de
variables, seleccion de atributos y rebalanceo de los datos. Estos ultimos
para resolver los problemas de alta dimension y desequilibrio de los datos
gue suelen presentarse en los conjuntos de datos.

Desarrollo modelo predictivo: en esta fase, se utilizan modelos de Machine
Learning para predecir el fracaso de los estudiantes como un problema de
clasificacion. Se ejecutan, evallan y comparan diferentes algoritmos para
determinar cual de ellos obtiene los mejores resultados. Se analizan los
modelos obtenidos para detectar la desercion estudiantil. EI desarrollo del
modelo predictivo se basara en lenguaje Python o R, de acuerdo con el
analisis y caracterizacion de los diferentes modelos de aprendizaje

automatico.

Visualizacion de informacion: en esta etapa se desarrolla un dashboard en
la herramienta de andlisis de datos Power Bl. Mediante esta herramienta se
logra visualizar informacion relevante e indicadores clave que permitan
analizar los resultados obtenidos por el modelo predictivo y asi apoyar en la
aplicacion de estrategias de acuerdo con cada uno de los factores de riesgo

detectados en la desercidon estudiantil.

4.2. TIPO DE ESTUDIO
El proyecto de grado se enfoca en abordar la problemética de la desercion
estudiantil en el nivel de pregrado. Para lograr este objetivo, se requiere de un
estudio riguroso que permita identificar las causas subyacentes y las variables

asociadas con la desercidon estudiantil.
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En este caso, se aplicé un estudio de investigacién cuantitativa. Este tipo de
estudio es adecuado para recopilar y analizar datos numeéricos con el fin de

responder a la pregunta de investigacion planteada.

Para llevar a cabo un estudio cuantitativo sobre la desercion estudiantil en el
pregrado, se pueden utilizar diversas técnicas de recoleccion de datos, tales
como, analisis de registros académicos. Por ejemplo, se podrian analizar los
registros académicos de los estudiantes para identificar patrones de desercion y

correlacionarlos con otras variables.

Una vez que se han recopilado los datos, se pueden utilizar técnicas estadisticas
para analizarlos y determinar las variables mas importantes que estan
relacionadas con la desercion estudiantil. Por ejemplo, se puede utilizar un analisis
de regresion logistica para identificar las variables que predicen la probabilidad de
gue un estudiante abandone sus estudios. También se pueden utilizar técnicas de
andlisis de supervivencia para medir la probabilidad de que un estudiante
abandone sus estudios en funcién del tiempo que ha estado matriculado en el

programa.

Con base en los resultados obtenidos a través de estas técnicas, se puede
desarrollar un modelo analitico que permita predecir la desercién estudiantil en el
pregrado. Este modelo puede ser utilizado para disefiar estrategias y politicas para

reducir la desercion estudiantil y mejorar la retencion de los estudiantes.

4.3. CRONOGRAMA - PLAN DE TRABAJO
El siguiente plan de trabajo esta conformado por el desarrollo del proyecto, y cada

una de las actividades que nos sirvieron para el cumplimento de los objetivos.

Tabla 1: Cronograma de actividades.

Fuente: Grupo investigador
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TS
DELC,

NOMA
ARIBE

UNIVERSIDAD AUTONOMA DEL CARIBE

PROYECTO DE GRADO

CRONOGRAMA

Identificaciéon y documentacion de variables y
Ent le # 1: 2022 (1 2022 33
ntregable técnicas de Machine Learning Beee ULE/RL
Anilisis de variables socioeconémicas y académicas
Actividad 01 |relevantes en la desercion estudiantil de acuerdo con | 8/08/2022 | 24/08/2022 17
estudios realizados
Tarea 1 Identificacion de factores de riesgo 8/08/2022 16/08/2022 9
Tarea 2 Caracterizacion de riesgos materializados 17/08/2022 | 24/08/2022 8
Actividad 02 Identl.flcacwn y analisis de las técnicas de Machine 25/08/2022 | 10/09/2022 16
Learning
Tarea 1 Documier.\tacmn de técnicas de aprendizaje 25/08/2022 1/09/2022 3
automatico
Tarea 2 Seleccion de técnica de.Ma.cP,nne Learning a utilizar de 2/09/2022 10/09/2022 3
acuerdo con la caracterizacion de datos
Entregable # 2: |Desarrollo e implementacién de modelo predictivo 11/09/2022 | 14/10/2022 33
Actividad 01 |Desarrollo modelo predictivo 11/09/2022 | 27/09/2022 17
Actividad 02 (Implementacién modelo predictivo 28/09/2022 | 14/10/2022

Entregable # 3: Defa.rrollo de un dashboard para visualizacién y 15/10/2022 | 31/10/2022 16
analisis de datos
Actividad 01 |Definicion mockups para visualizacion 15/10/2022 | 22/10/2022 8
Tarea 1 Refmlon (.:on PACE.para definicion de informacién y 15/10/2022 | 22/10/2022 3
objetos visuales a implementar
Actividad 02 |Configuracién y desarrollo dashboard 23/10/2022 | 31/10/2022 8
Tarea 1 .Conflgur:ful:lon de conexiones desde la fuente de 23/10/2022 | 26/10/2022 4
informacién
Tarea 2 Desarrollo de dashboard 27/10/2022 | 31/10/2022 4
Entregable # 4: |Evaluacién de modelo predictivo 1/11/2022 | 15/11/2022 15
Actividad 01 |Validacién y correciéon de modelo predictivo 1/11/2022 | 15/11/2022 15
Tarea 1 Planteamiento de diferentes escenarios de validacién.| 1/11/2022 8/11/2022 8
Tarea 2 Ajustes sobre el modelo predictivo 9/11/2022 15/11/2022 7
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Figura 3: Gantt

Fuente: Grupo Investigador

5. PRESUPUESTO

A continuacion, se muestra el presupuesto general del proyecto titulado “Modelo

analitico para la prediccion de la desercién estudiantil a nivel de pregrado en la

Universidad Autonoma del Caribe” el cual esta formado por diferentes items que

permiten observar los costos del proyecto en diferentes areas.,

5.1. PRESUPUESTO GENERAL

Tabla 2: Presupuesto general.

PRESUPUESTO GENERAL DEL PROYECTO

Fuentes de Financiamiento
RUBROS Direcclén de Facultad / Contrapartida Total
Investigacion y Programa Otras fuentes Externas UAC
Transferencia 9
1. Personal Cientifico $0 $0 $0 $4.286.609 $4.286.609
2. Personal de Apoyo $0 $0 $0 $ 3.569.600 $ 3.569.600
3. Consultoria Especializada y
Servicios Técnicos 50 5t $0 80 $0
4. Materiales e Insumos $0 $0 $3.100.000 $0 $0
5. Salidas de Campo $0 $0 $0 $0 $0
6. Equipos $0 $0 $0 $0 $0
7. Bibliografia $0 $0 $0 $0 $0
8. Difusion de Resultados $0 $0 $0 $0 $0
9. Viajes $0 $0 $0 $0 $0
TOTAL, PRESUPUESTO DEL
PROYECTO $0 $0 $3.100.000 $7.856.209 $10.956.209
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5.2.

PERSONAL CIENTIFICO Y DE APOYO

El presupuesto invertido en este rubro consiste en el costo del tiempo empleado

por el personal de investigacion vinculados a este proyecto, que incluye a los

directores y a los auxiliares de investigacion.

Tabla 3: Costo personal cientifico.

1. PERSONAL CIENTIFICO

Fuentes de Financiamiento
i6 Vicerrectoria
Nombres y dz:[t]::)lodnel Tipo de Valor Dedicacion No. de de Facultad/ Otras Contrapartid SUB
; L aculta ontrapartida -
Apellidos Proyecto Contrato | Hora ($) | Horas/semana | Semanas Investigacion Programa Fuentes UI{)C TOTAL
Externas
Transferencia
o Investigador . $
Jair Villanueva Principal Titular $ 46.666 2 32 $2.986.624 2.086.624
) . . $
Carlos Diaz Coinvestigador | Asociado | $41.935 1 31 $1.299.985 1299.985
$
SUB-TOTAL $0 $0 $0 $ 4.286.609 4.286.609
Tabla 4. Costo personal de apoyo.
2. PERSONAL DE APOYO
Fuentes de Financiamiento
Nombres | Funcién Tipo de Valor Dedicacion No. de Vicer;ectoria ot
y dentrodel | . . . |Hora ' ® | Facultad/ | .2 | Contrapartida
Apellidos | Proyecto Vinculacion ) Horas/semana | Semanas | |nyestigacion Programa Fuentes UA?C SUB-TOTAL
Externas
Transferencia
Luis José Aux $
Polo .. | Practicante 25 32 $1.784.800 $1.784.800
Investigacion 2.231
Ahumada
Darling
Johana Aux. . $
Medina Investigacion Practicante 2931 25 32 $1.784.800 $1.784.800
Reyes
SUB-TOTAL $0 $0 $0 $ 3.569.600 $ 3.569.600
5.3. CONSULTORIA ESPECIALIZADA
Tabla 5. Costo consultoria especializada.
3. CONSULTORIA ESPECIALIZADA Y SERVICIOS TECNICOS EXTERNOS
Fuentes de Financiamiento
Descripcion | Justificacion
Vicerrectoria de Investigaciones y transferencia | INVESTIGADORES SUB-TOTAL
$0
2. $0
$0
SUB-TOTAL $0 $0 $0
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5.4.

MATERIALES, INSUMOS Y EQUIPOS

El presupuesto dedicado a esta seccion incluye las licencias requeridas para el

desarrollo del proyecto.

Tabla 6: Costo materiales e insumos. Fuente: Grupo investigador

4 MATERIALES E INSUMOS

Fuentes de Financiamiento
Descripeion Justificacion Viverrectoria de Otras Fuentes
Investigacion y | Facultad / Programa Bxternas Contrapartida UAC SUB-TOTAL
Transferencia
1. Licencia PRO Power BI Sera necesana para la publicacion del dashboard en el servicio en nube de Power Bl §452.000 §452.000
2. §0
3. $0
A $0
SUB-TOTAL 50 50 30 § 452,000 § 452,000
Tabla 7. Costo trabajo de campo.
5. TRABAJO DE CAMPO
Fuentes de Financiamiento
Costo/d | Transpor _
No. i Vicerrectoria
o o No. De jade te por
Descripci | Justificaci | De i de | SUB-
) ) _ | person | estadia | persona o INVESTIGADOR | Contraparti
on on dia . Investigacion TOTA
as por (ida/vuelt ES da UAC
S esy L
persona a) .
transferencia
$0
$0
$0
SUB-TOTAL $0
Tabla 8. Costo equipos usados
6. EQUIPOS
Fuentes de Financiamiento
L e . Vicerrectoria de )
Descripcién | Justificacion | Cantidad . Contrapartida SUB-
Investigaciones y INVESTIGADORES
_ UAC TOTAL
transferencia
1. Equipo de
computo $ 3.100.000
2. $0
3. $0
4. $0
5. $0
SUB-TOTAL $0 $0 $0 $ 3.100.000
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6. PRESENTACION Y ANALISIS DE RESULTADOS

6.1. DISENO DEL PROTOTIPO

El desarrollo del algoritmo se basa en diferentes fases:

Recopilacion de datos

En esta fase se recolecta la informacidbn que servira como entrada para el
desarrollo del modelo, proveniente de dos fuentes: (Base de datos) proporcionada
por la Universidad Autonoma del Caribe de los estudiantes que han abandonado
los programas ofrecidos y (Preprocesamiento de datos) En esta fase se realiza la
transformacién de los datos crudos o sin procesar en un conjunto de
caracteristicas que se puedan utilizar como entrada para un modelo de
aprendizaje automatico, mediante el proceso de "featurization". El objetivo es
extraer caracteristicas relevantes y utiles de los datos para que el modelo pueda

aprender patrones y relaciones y hacer predicciones precisas.

Desarrollo del modelo predictivo
Se ejecuta el modelo de machine learning escogido para esta prediccion, que
consta de un modelo lineal llamado "Regresion Logistica”, obtenido de la libreria

Sklearn. Se realizan los procesos de prediccién y prueba correspondientes.

Visualizacion de datos

Las predicciones obtenidas en la etapa anterior se utilizan para crear un
dashboard con métricas y visualizaciones aptas, mediante la herramienta de
andlisis PowerBl. Se anexan las KPI definidas para el andlisis de este tipo de
investigacion con el equipo de PACE de la Universidad Autonoma del Caribe.

Como etapa final, se realiza el despliegue de este modelo, en el cual se recibe
informacion nueva con las mismas caracteristicas usadas durante el desarrollo
para la ejecucion de este modelo predictivo, y asi obtener informacion real

dependiendo de los diferentes factores y novedades que se reciban.
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Data Collection

|

v

« Bases de dalos Eval model Predictive Model

suministradas por la UAC. r val mode Development
« Salida esperada del - 1o . l

maodelo. N = Caracterizacion modelo

X - supervisado.
Training Data . | Feature : MaChi.”E Model * Evaluacion diferentes
- Learning

(Raw Data) extraction - modelos de aprendizaje
. algorithm p
. automatico para evaluar

su porcentaje de
{ Labels }
Data Visualization
Al

Data preprocessing {

exactitud.
| Feature Predictive Dashboard | l
New data extraction maodel 2 model FaRes » Dashboard en
herramienta analitica de

datos Power Bl.

+ Datos de nuevos = KPIs e informacion a )
estudiantes de pregrado analizar se determinara

objeto de estudio con PACE.

Figura 4: Adaptacion de un diagrama de flujo de un modelo supervisado de Machine Learning.

Fuente: Grupo investigador

6.2. DISENO DISPOSITIVO FINAL
Con base en los resultados obtenidos del modelo predictivo, de plantean 3
Dashboard con informacion relevante que muestran el comportamiento de riesgo
poblacional, probabilidades de desercion y andlisis segmentado para un mayor

nivel de detalle que permita focalizar la poblacion en riesgo de desercion.

6.2.1.Dashboard: Poblacién en Riesgo
Segmenta el grupo poblacional de estudiantes por cada facultad y presenta un
analisis del comportamiento de porcentaje de repitentes por cada una de ellas.
Uno de los factores claves de la desercion estudiantii es el rendimiento
académico, por lo cual evaluar el comportamiento de repitentes es de suma

importancia para plantear estrategias de permanencia.

La poblacién en riesgo se segmenta a partir de los determinantes tipificados por el
Ministerio de Educacion Nacional, sobre los cuales la Universidad Autbnoma del

Caribe categoriza a cada estudiante de acuerdo con su tipologia de riesgo.
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En la herramienta de Inteligencia de Negocios Power Bl, se desarroll6 el
dashboard de poblacion en riesgo de desercion, el cual ofrece informacion para
realizar un analisis descriptivo de la situacion actual en la Universidad Autbnoma
del Caribe a partir de la caracterizacion de la poblacién en riesgo por los
determinantes establecidos por el Ministerio de Educacion Nacional y un analisis
por facultad de la Universidad Autonoma del Caribe el cual indica de manera

porcentual la cantidad de estudiantes repitentes académicos.

En dasboard cuenta con 5 tarjetas inteligentes que, a partir de la segmentacién de
informacion que se realice, cambiard el valor del indicador mostrado. El panel de
filtro esta representado por un embudo en la parte superior izquierda y permite
segmentar la poblacién estudiantil por facultad, programa académico, repitentes
por inasistencia o académicos, los que tiene convenios con entidades financieras,
estudiantes con beca, estudiantes pertenecientes a grupos minoritarios o que

cuentan con alguna discapacidad.

Y

Poblacion en Riesgo de Desercion

5 mil 132 35 1093 228
Cantidad de Estudiantes Cantidad estudiantes riesgo alto Promedio general 2022-01 Cantidad repitentes académicos Cantidad repitentes inasistencia
e EETETEED GEED
Andlisis por Facultad Poblacion en Riesgo

REPITE ACADEMICO ® NO © 5

2057%
DETERMINANTE
e
2
=
£
e

DETERMIMANTES:

SOCIOECONOMICO

ESTUDIANTE COM FINANCIACION Y CONVENIOS INTERINSTITUCIONALES.

Figura 5: Dashboard (Poblacion en riesgo)

Fuente: Grupo Investigador
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6.2.2. Dashboard: Sabana de estudiantes
Detalla la probabilidad de desercién de cada uno de los estudiantes que hacen
parte de la base de datos de acuerdo con los resultados obtenidos por el modelo
probabilistico. EIl dashboard cuenta con un panel de filtros que permite visualizar
de manera detallada los estudiantes por facultad, programa académico, modalidad
de estudio, tipo de beca, tipo de financiacion y demas segmentaciones que

brindan un mayor nivel de detalle para su analisis.

La probabilidad de desercidon se condiciona al nivel de porcentaje en la que esta
se encuentre. Si el porcentaje de probabilidad de desercion esta entre 0% y 30%,
se indica de color azul, si esta entre 31% y 60% se indica de color amarillo y si es
mayor a 61%, este porcentaje sera de color rojo. Esta categorizacion se realiza
con el objetivo de identificar de manera visual aquellos estudiantes que mayor

probabilidad de desercion tienen.

Y .. . .. { UNIVERSIDAD
Poblacién en Riesgo de Desercién S AUTONOMA
7~ DELCARIBE
5 mil 132 35 1093 1093
Cantidad de Estudiantes Cantidad estudiantes riesgo alto Promedio general 2022-01 Cantidad repitentes académicos Cantidad repitentes académicos
NOMERE PROGRAMA PERIODO COD. ESTUDIAMTE NOTA_1ER_CORTE MOTA_2DO0_CORTE MOTA_3ER_CORTE MOTA_FIMAL ~ DETERMINANTE  PREDICCION

ADMINISTRACION DE EMPRESAS 202202 10210158 z 1 3 2,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 10726131 4 5 3 40 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 10810142 3 4 2 3,0 ACADEMICO 0,00 %
ADMIMISTRACION DE EMPRESAS 202202 10810404 2 3 o 2,0 ACADEMICO 0,01 %
ADMIMISTRACION DE EMPRESAS 202202 10820545 1] 2 a 10 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 10911321 3 4 4 5,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 10911863 4 3 5 4,0 SOCIOECONGMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 10920915 2 4 3 3,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 10220933 ] 3 0 2,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 11010378 3 2 5 4,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 11011077 5 5 1 40 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 11011284 5 o 1 2,0 ACADEMICO 0,00 %
ADMIMISTRACION DE EMPRESAS 202202 110115356 3 1 4 3,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 11016138 4 3 4 4,0 SOCIOECONOMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 11020887 1 5 2 3,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 11111013 o 0 0,0 SOCIOECONOMICO 100,00 %
ADMINISTRACION DE EMPRESAS 202202 11116856 1 5 3 3,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 11210232 5 4 5 5,0 ACADEMICO 0,00 %
ADMINISTRACION DE EMPRESAS 202202 11211174 Q 2 4

2,0 ACADEMICO 0,00%
Figura 6: Dashboard (Sabana de estudiantes)

Fuente: Grupo Investigador
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6.2.3.Dashboard: Probabilidad de desercién
El dashboard cuenta con dos visualizaciones, la primera es una sabana de
informacion donde se relacionan los estudiantes que tienen riesgo medio y alto de
desertar de acuerdo con los resultados obtenidos a partir del modelo predictivo. Se
establece como riesgo medio los estudiantes cuyo porcentaje de probabilidad de
desercion se encuentra entre 21% y 60%, estos se asocian al simbolo de
advertencia amarillo. Los estudiantes con riesgo alto de desercidon se ubican a

partir del 61% de probabilidad de desertar y se asocian al simbolo X en color rojo.

La segunda visualizacién representa la cantidad de estudiantes en riesgo por cada

facultad de acuerdo con la regla que de clasificacidn que se establece para cada

uno de los tipos de riesgo de desercion: bajo <= 20%, 21% < medio <= 60% Yy alto
> 61%.

' 5 . v {’\ UNIVERSIDAD
G\
Poblacion en Riesgo de Desercion ) AUTONOMA
N  DELCARIBE
5 mil 132 3,5 1093 228
Cant. Estudiantes Cantidad estudiantes riesgo bajo Promedio general 2022-01 Cantidad repitentes académicos Cantidad repitentes inasistencia
Poblacién en Riesgo Séabana de Estudiantes Probabilidad de Desercién
NOMBRE PROGRAMA e I A A e e TS o elehia3ee].  Cantidad Estudiantes en Riesgo por Facultad
139 - DISENO DE MODAS 202202 1392020004 2,0 [X] RIESGO @ALTO ®BAJO ®MEDIO
139 - DISENO DE MODAS 202202 1392020022 2,0 [%]
139 - DISENO DE MODAS 202202 1392210069 1,0 (%]
142 - DEPORTE Y CULTURA FISICA 202202 1421810033 1,0 (%] =
142 - DEPORTE Y CULTURA FISICA 202202 1421910011 0,0 (1] =
=
142 - DEPORTE Y CULTURA FISICA 202202 1422110035 2,0 (%] =
142 - DEPORTE Y CULTURA FISICA 202202 1422110054 2,0 (1] §
142 - DEPORTE Y CULTURA FISICA 202202 1422120008 1,0 (%] )
142 - DEPORTE Y CULTURA FISICA 202202 1422210033 2,0 [%] 9
o
144 - CIENCIAS POLITICAS 202202 1442010016 2,0 (1] =
167 - COMUNICACION AUDIOVISUAL 202202 1672010023 3,0 g
(ANTIGUO PROGRAMA DIRECCION Y ®
PRODUCCION DE RADIO Y TV)
167 - COMUNICACION AUDIOVISUAL 202202 1672120026 3,0
(ANTIGUO PROGRAMA DIRECCION Y (1]
PRODUCCION DE RADIO Y TV)
167 - COMUNICACION AUDIOVISUAL 202202 1672210001 2,0 ;
(ANTIGUO PROGRAMA DIRECCION Y [x] ol

PRODUCCION DE RADIO Y TV)

Total
<

3 FACULTAD

Figura 7: Dashboard (Probabilidad de desercion)

Fuente: Grupo Investigador
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6.3. MATERIALES

6.3.1. Python version 3.11:
Es el lenguaje de programacion sobre el cual se desarroll6 el modelo de Machine
Learning. En Ciencia de Datos es uno de los lenguajes mas importantes por sus
capacidades de limpieza, manipulacién, tratamiento y visualizacion de datos a

partir de las librerias embebidas en este.

6.3.2.Power Bl Desktop:
Es la aplicacion sobre la cual se desarrollo el dashboard que permitié visualizar los
resultados de la prediccion del modelo de Machine Learning. Este aplicativo hace
parte de la suite de Office 365 y cuenta con una amplia variedad de objetos
visuales y conectores que permiten conectar a multiples fuentes de informacion,
para la creacion de modelos relacionales, los cuales permiten la creacion del

dashboard que soporte la toma de decisiones.

6.3.3.Anaconda3:
Es una suite de codigo abierto de los lenguajes de ciencia de datos Python y R.
Esta permite instalar y administrar las librerias, paquetes y entornos necesarios
para el desarrollo del modelo predictivo bajo el IDE Microsoft Visual Studio Code.
Su entorno permite gestionar de manera centralizada todos los recursos

necesarios para el desarrollo del modelo de Machine Learning.

6.3.4.Jupyter Notebook:
Es un software de codigo abierto que permite crear y compartir documentos de
codigo. Los cuadernos creados sobre Jupyter permite integrarse con el IDE
Microsoft Visual Studio Code, lo cual ofrece ventajas en el desarrollo de software.

6.4. RECOLECCION DE DATOS
La recolecciéon de datos se realizé en base a la muestra seleccionada la cual se

presenta a continuacion:
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6.4.1. MUESTRA POBLACIONAL
De acuerdo con la metodologia de la investigacion, la muestra poblacional se
define a partir de los registros historicos de estudiantes matriculados a nivel de
pregrado en la Universidad Autonoma del Caribe. Estos registros hacen parte del
periodo académico 2022-01, lo cual brinda una visién de la estructura y tipo de

datos con los cuales se desarrollara el modelo predictivo.

Los datos son extraidos directamente de la base de datos proporcionados por el
programa de Permanencia Académica con Calidad y Excelencia PACE, los cuales
componen el mundo poblacional de estudiantes de pregrado de todas las
facultades de la UAC.

Dado el enfoque de la investigacién, orientada a plantear nuevas herramientas
que permitan fortalecer la permanencia académica, todos los estudiantes de
pregrado de la UAC identificados y consolidados por el PACE, son el grupo

poblacional idéneo para el desarrollo del modelo predictivo.

6.5. ANALISIS DE RESULTADOS

La toma de decisiones a partir de resultados obtenidos por modelos probabilisticos

permite dar respuestas a necesidades o problematicas sociales o de negocio.

En esta investigacion, se aplic6 un modelo de regresion logistica, la cual es una
técnica de machine learning que permite predecir el resultado de una variable

categorica en funcidén de unas variables independientes o predictores.

6.5.1. ANALISIS DE LAS PRUEBAS REALIZADAS POR EL
DISPOSITIVO FINAL

Observamos inicialmente como lucia la base de datos de forma descriptiva,
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PERIODO PERIVDO INGRELSO COD. ESTUDIANTE RO 10 2022-@1 NOTA_1ER CORTE NOTA 2 ORTE NOTA 3R CORTE NOTA_FINAL PUNTADL

count J 0 > 0 5181000403 00 8 00 518 00 5181.000000 5181 000000
mesn 202

std

Figura 8: Variables cuantitativas de la BD

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes

Se observa que las calificaciones de los estudiantes son las Unicas variables
numericas en la BD que nos interesan en nuestro modelo. También es necesario
resaltar el hecho de que, todos los estudiantes son de pregrado y matriculados.
Ademas de que existen 98 estudiantes con notas mayores que 5. Lo cual
verificamos en la Figura 10 con el diagrama de caja e histograma de las notas

finales. Ahora; en cuanto a las cualitativas de interés,

TIPD INGRESD MODALTIDAD DESCUENTO BECA REPITE_ACADEMICD REPITE_INSASISTENCIA DETERMIMANTE DESERTO
count 5178 5178 5178 5178 5178 5178 5178 5178
unigque 4

top POR PRIMERAVES | S NID NO

freq 5036 50597 4085

Figura 9: Variables cualitativas de la BD

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes

Se identifica que se tratan de categorias, algunas con solamente si 0 no de
respuesta. Tenemos lista nuestra BD para el modelo, pero nos interesa
esencialmente responder, ¢ Qué factores determinan la desercion de un estudiante
universitario? Seria muy intuitivo pensar que factores como la calificacion final del
semestre, tener beca, ser de primer semestre o0 incluso el determinante
(académico, econdmico, individual, etc.) seran las variables clave de la desercion.

En este articulo veremos la respuesta a esta pregunta objetivo.
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¢ TRANSFORMANDO LOS DATOS
Las variables categoricas de interés en la BD las transformamos a ceros y unos
con el fin de aplicar el modelo en Python de forma 6ptima y que la BD se adapte a
las funciones del paquete sklearn con el que realizaremos el modelo. De este
modo; agrupamos por promedio las variables de interés dependiendo a la
desercion real estudiantil, dado que dicho dato lo conoce la universidad y nuestro
objetivo es predecir por medio del modelo logistico cuando esto se da.

MODALIDAD DESCUENTO BECA REPITE_ACADEMICO REPITE_INSASISTENCIA NOTA FINAL

DESERTD
] 0972162 0687316 0.015683 0.199177 0.042345 2.76698

1 1.000000 0467532 0.012987 1.000000 0.155844 1.307792

Figura 10: Desercion de estudiantes

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes

Vemos que los que desertan tienen un promedio mucho menor a los que no,
hecho que es de esperarse. También observamos que la modalidad en casi todo
caso es presencial, junto con la beca. La mayoria de los estudiantes no son
becados, dichas variables junto con las deméas son categoéricas numéricas donde
la desercion lo medimos en 1 si en efecto deserta o 0 si no. El cédigo que genera

dicha transformacion y la agrupacion es el siguiente,
IPO INGRESO']
]

] = np.wh (d
np.where(data[ 'BE

EMICO'] = np.where

data.groupby( 'DESERT ) .mean()

Figura 11: Codigo para la transformacion de variables

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes
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Simplemente utilizamos la funcién where de numpy para establecer de forma
binaria (1 o 0) si tiene o0 no beca, por ejemplo. Para la variable tipo de ingreso o

determinante, se establecen también las categorias correspondientes de manera

numeérica.
NOTA FINAL
1000
5
a4 | 800 1
3 600
2 T 400
B 200 1
0 ——

NOTA_FINAL

Figura 12: Frecuencia y comportamiento de las calificaciones finales.

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes

e VISUALIZAR Y RESUMIR LOS DATOS
La mayoria de los estudiantes vimos que se agrupan alrededor de la nota de
aprobacion del semestre (3.0) donde la mediana es menor que la nota de
aprobacion, habiendo estudiantes con notas mayores de 5.0, lo cual
desconocemos la razén. Debido a que la nota final es un promedio de las materias
o las notas del corte. Lo cual, inferimos entonces que el o los docentes no

cumplen con el debido intervalo de calificaciones dado por la universidad.

MODALTDAD DESCUENTD BECA REPITE ACADEMICD REPITE INSASISTENCIA NOTA FINAL DESERTO
MODALIDAD
DESCUENTO
BECA 0016950 -0 9 00 0 046139
REPITE_ACADEMICO 0.017462 0.046139 1.000000

REPITE_INSASISTENCIA

NOTA_FINAL

DESERTO

Figura 13: Correlaciones de la BD

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes
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Claramente, cada variable no esta correlacionada con las demas. Solamente las
gue determinan si el estudiante repite por inasistencias o por temas académicos,
se correlacionan con la nota final. Dado que claramente una depende de la otra.
Este hecho es importante para darnos cuenta que en efecto se trata de una
situacién real que facilmente se podrian presentar en ambitos laborales en un
futuro. Ahora, no hace falta verificar que la tasa de desercion por lo general es
muy baja, considerando incluso si fuera del 20 %, una BD de datos desbalanceada

para el modelo logistico.

En ese caso, la prediccion del modelo seria que todos no desertan y claramente,
no es el objetivo. Es por esto, que necesitamos del método SMOTE que consiste
en lo siguiente, EI método SMOTE (Synthetic Minority Oversample TEchnique)
crea nuevas observaciones sintéticas en lugar de realizar un sobre muestreo por
sustituciones, por medio de una interpolacion lineal para la clase minoritaria.
Uniendo todas las clases minoritarias que estan cerca de los vecinos, de manera
aleatoria. Cabe aclarar que la informacion precia no se pierde, el método es
sencillo y facil de interpretar, ademéas de mejorar el overfitting.

i data.drop(

y = data[

;':-r""lr"'l'f: Ant d »MIC - 'L_-:']url‘i'Fr'{-,-':] )
X res, = S ().fit_r le(X, y)

= il g T = = = - - YT — 2w e ¥
print( 'Después de aplicar S , Counter(y res))

Antes de aplicar SMOTE: Counter({©: 5101, 1: 77
Después de aplicar SMOTE: Counter({@: 5101, 1: 5181})

Figura 14: SMOTE en Phyton

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes
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on.train_test_split(X, y, test_size-8.2)

lr fpr, lr_tpr, _

data

); plt.ylabel(

Figura 15: Modelo logistico multiple

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes

Aplicando el modelo entonces a esta nueva BD con nuestra variable objetivo
DESERTO, aplicamos el modelo con una proporcion de la BD del 20 % para
pruebas o validacién y el 80 % restante para entrenamiento, esto con la base
original. Mientras que el modelo con la base aplicando SMOTE, obteniendo asi las
probabilidades y la prediccién de qué estudiantes desertaron. Donde finalmente,

graficamos la curva ROC del modelo.

Curva ROC

0B 1 el

0.6 1 -

041

TBsa de Verdaderos Positivos
\

024 -
- -== Sin entrenar
o004 . Regresion Logistica

T T T T T T
0o 02 o4 o6 0B 10
Tsa de Falsos Positivos

Figura 16: Curva ROC del modelo.

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes
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Lo cual esta claramente relacionado con la matriz de confusion,

Prediccidn 0 1
Desercidn real
0 5029 7
1 0o 7
Es decir, no hubo ningun falso positivo donde alguien que desertd, el algoritmo
dijera que si. Mientras que hubo 72 casos en los que el modelo predijo que si
desertaban cuando en realidad no lo hizo. Vemos que dicha cantidad es muy baja
comparado con el tamafio de la muestra, por esta razén curva ROC arroja tan
buenos resultados.
Porcentaje de desersion real:
No desertaron: 98.51 % ( 51681 )

Desertaron: 1.49 % ( 77 )

Porcentaje de desersion predicho:
No desertaron: 97.12 % (

h

C
rg

Desertaron: 2.88 %

Figura 17: Resumen del modelo
Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes
En resumen, el modelo tuvo un error de prediccion de tan sélo 6,5 %,
aproximadamente. Donde de los 77 estudiantes que en realidad desertaron, el
modelo predijo 149. Lo cual, es buen factor para predecir qué estudiantes tuvieron
tendencia a desertar, pero al final no lo hicieron. Dichos factores los resumimos en
la siguiente tabla (filtrado los que no desertaron y a la vez el algoritmo predijo que

si),
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Figura 18: Variables que afectan la desercion

Autor: Investigadores Luis Polo Ahumada — Darling Medina Reyes

Podemos notar por estadistica que,

1. La mayoria es de reingreso y primera vez en la universidad. (87 %)

2. Todos son presencial y no tienen beca.

3. La mitad tenian descuento en su matricula y la otra mitad no.

4. El determinante es socioeconémico para el 98 % de los estudiantes.

5. La nota final de todos los estudiantes claramente es menor que la de
aprobacion con el 20 % de los estudiantes con una nota de 0, suponemos que por

inasistencia.

6.6. MANUAL DE USUARIO

EL manual de usuario de este proyecto “Modelo analitico para la predicciéon de la
desercion estudiantil a nivel de pregrado en la Universidad Autébnoma del Caribe”
contiene una introduccioén, descarga e instalacion de cada uno de los programas
necesarios para el desarrollo de esta, preparacion del area del trabajo y
preparacion de los datos, cada uno de estos items cuenta con una serie de pasos

e imagenes que seran de ayuda para su utilizacion.
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CONCLUSIONES Y RECOMENDACIONES

Como conclusion, se logré identificar las variables relevantes que afectan
directamente el fenomeno de desercion estudiantil, sus principales causas y los
riesgos que se materializan con la consecucion de la desercion. Esto se presenta
como un reto para la sociedad, porque influye directamente en diversos
componentes de esta y se traduce en una problemética social que se debe

abordar.

Ademas, se presenta como una gran oportunidad el poder implementar modelos
probabilisticos que apalanquen las estrategias implementadas en las instituciones
de educacion superior con el fin de garantizar la estabilidad estudiantil de acuerdo
con una personalizacion obtenida a través de una serie de parametros y

definiciones establecidas.

Adicionalmente, se resalta la importancia de contar con la disponibilidad de las
fuentes de informacién actualizadas y estructuradas, de tal manera que la
caracterizacion y analisis de esta se pueda realizar en los términos requeridos

para el desarrollo de los diferentes componentes del proyecto de investigacion.

Cabe resaltar la importancia de implementar una arquitectura tecnolégica asociada
a recursos en nube como Oracle Cloud y Power Bl Service que permitan
automatizar el desarrollo y ejecucién de desarrollos como el realizado en el
presente proyecto de investigacion. Estos son recursos que la Universidad
Autonoma del Caribe debe licenciar si su expectativa es lograr madurar este tipo

de iniciativas.
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